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基于无人机多源遥感数据的亚热带森林树种分类
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１ 中国科学院生态环境研究中心城市与区域生态国家重点实验室， 北京　 １０００８５

２ 云南大学生态与环境学院暨云南省高原山地生态与退化环境修复重点实验室， 昆明　 ６５００９１

３ 深圳市环境监测中心站，国家环境保护快速城市化地区生态环境科学观测研究站， 深圳　 ５１８０４９

４ 中国科学院大学， 北京　 １０００４９

５ 北京城市生态系统研究站， 北京　 １０００８５

摘要：树种多样性是生态学研究的重要内容，树木的种类和空间分布信息可有效服务于可持续森林管理。 但在复杂林分条件

下，获取高精度分类结果的难度大。 而无人机遥感可获取局域超精细数据，为树种分类精度的提高提供了可能。 基于可见光、
高光谱、激光雷达等多源无人机遥感数据，探究其在亚热带林分条件下的树种分类潜力。 研究发现：（１）随机森林分类器总体

精度和各树种的 Ｆ１ 分数最高，适合亚热带多树种的分类制图，其区分 １３ 种类别（８ 乔木，４ 草本）的总体精度为 ９５．６３％，Ｋａｐｐａ
系数为 ０．９４８；（２）多源数据的使用可以显著提高分类精度，全特征模型精度最高，且高光谱和激光雷达数据显著影响全特征模

型分类精度，可见光纹理数据作用较小；（３）分类特征重要性从大到小排序为结构信息，植被指数，纹理信息，最小噪声变换

分量。
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ｍｉｎｉｍｕｍ ｎｏｉｓｅ ｔｒａｎｓｆｏｒｍａｔｉｏｎ ｃｏｍｐｏｎｅｎｔ． Ｉｎ ａｄｄｉｔｉｏｎ， ｔｅｘｔｕｒｅ ａｎｄ ＭＮＦ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ ｃａｎｎｏｔ ｅｆｆｅｃｔｉｖｅｌｙ ｄｉｓｔｉｎｇｕｉｓｈ ｔｒｅｅ
ｓｐｅｃｉｅｓ ｉｎ ｓｕｂｔｒｏｐｉｃａｌ ｆｏｒｅｓｔｓ． Ａｎｄ ｔｈｅ ｄａｔａ ａｆｔｅｒ ＭＮＦ ｄｉｍｅｎｓｉｏｎａｌｉｔｙ ｒｅｄｕｃｔｉｏｎ ｗｉｌｌ ｌｏｓｅ ｌｏｔｓ ｏｆ ｉｎｆｏｒｍａｔｉｏｎ ｓｏ ｔｈａｔ ｏｒｉｇｉｎａｌ
ｂａｎｄ ｉｎｆｏｒｍａｔｉｏｎ ｉｓ ｍｏｒｅ ｉｍｐｏｒｔａｎｔ ｗｈｅｎ ｈｙｐｅｒｓｐｅｃｔｒａｌ ｄａｔａ ａｒｅ ｕｓｅｄ．

Ｋｅｙ Ｗｏｒｄｓ： ＵＡＶ； ｍｕｌｔｉ⁃ｓｏｕｒｃｅ ｄａｔａ； ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ｃｌａｓｓｉｆｉｅｒ； ｔｒｅｅ ｓｐｅｃｉｅｓ ｃｌａｓｓｉｆｉｃａｔｉｏｎ

树种多样性是生态学研究的重要内容。 树木的种类和空间分布是生物多样性保护、森林生态系统服务等

研究的基本数据源［１—２］，服务于森林资源保护与森林可持续性管理［２—３］。 但传统的森林清查和其他基于现场

的数据采集很难获取详细的树种空间分布信息［４—５］。 卫星遥感数据在树种分布研究中尽管已成功应用，但由

于其较低的空间分辨率和光谱分辨率，精度普遍较低［６—７］。 无人机近地面遥感技术可以采集得到具有更多信

息量的数据，如可见光数据、高光谱数据、激光雷达数据（Ｌｉｇｈｔ Ｄｅｔｅｃｔｉｏｎ Ａｎｄ Ｒａｎｇｉｎｇ， ＬｉＤＡＲ）等，并对应提取

分类特征［４—５， ８］，从而实现树种分类精度的提升［９—１０］。
目前基于无人机数据的树种分类研究已经在温带森林取得一定研究成果，分类精度较高。 如 Ｈｕａｎｇ 等

基于高光谱数据对中国 ９ 个北方树种进行分类，分类精度高达 ９５．７％［８］。 Ｐｒｏｓｅｋ 等基于可见光纹理信息和多

光谱信息对捷克温带森林中 ６ 个植物种进行分类，精度为 ８８．２％［１１］。 Ｂｅｙｅｒ 等基于多光谱植被指数、可见光

纹理以及热红外冠层温度特征，对温带 ９ 类树种进行分类，制图精度达到 ８９．０％［１２］。 而热带、亚热带森林由

于其丰富的物种多样性，一直是生态学研究的重点区域，但其林分条件复杂，树冠茂密，物种众多，一直难以获

得较高精度的树种分类结果，如 Ｆéｒｅｔ 和 Ａｓｎｅｒ 基于高光谱影像对夏威夷森林的 ９ 个树种开展分类，精度仅为

７０％［１３］，Ｓｏｔｈｅ 等用高光谱波段分类巴西亚热带森林的 １２ 种树种，最高精度为 ７２．３％［１４］。 尽管部分学者获得

了较高精度的制图结果［３， １５］，但分类树种数相对偏少。 多树种的热带、亚热带森林的分类精度提升一直是一

个难点。
本实验利用可见光、高光谱、ＬｉＤＡＲ 等多源无人机遥感数据，基于机器学习的方式和特征融合的理念探

究无人机遥感多源数据在亚热带林分条件下的树种分类潜力，分析机器学习分类器、不同数据源、不同分类特

征等分类过程与方法对分类精度的影响，为亚热带森林高精度分类制图提供经验和例证。

１　 数据与方法

１．１　 研究区

　 　 研究区位于深圳市坪山区马峦山（１１４．４０８３°—１１４．４１３３°Ｅ，２２．６８８６°—２２．６９３１°Ｎ），平均海拔 １００ｍ，海拔
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梯度较大。 该区域的气候类型是亚热带海洋性气候，土壤类型为砂壤土，主要植被类型是热带植被和亚热带

植被。 研究区内植物种类较多，包括马占相思 （ Ａｃａｃｉａ ｍａｎｇｉｕｍ）、木荷 （ Ｓｃｈｉｍａ ｓｕｐｅｒｂａ） 等树种、红茅草

（Ｒｈｙｎｃｈｅｌｙｔｒｕｍ ｒｅｐｅｎｓ）、芒萁（Ｄｉｃｒａｎｏｐｔｅｒｉｓ ｐｅｄａｔａ ）等草本植物。 研究区位置及正射影像见图 １。

图 １　 研究区

Ｆｉｇ．１　 Ｓｔｕｄｙ ａｒｅａ

１．２　 影像采集及树种调查

本研究数据采集于 ２０１９ 年 ８ 月 ５ 日，当日晴朗无风，阳光充足。 航线的航向重叠度设置为 ６５％，旁向重

叠度设置为 ８０％，以确保图像的多视图和清晰的表面特征。 传感器及数据信息见表 １。

表 １　 数据信息

Ｔａｂｌｅ １　 Ｄａｔａ ｉｎｆｏｒｍａｔｉｏｎ

传感器
Ｓｅｎｓｏｒｓ

型号
Ｔｙｐｅ

航高
Ａｌｔｉｔｕｄｅ

航速
Ｓｐｅｅｄ

空间分辨率（平均点密度）
Ｓｐａｔｉａｌ ｒｅｓｏｌｕｔｉｏｎ （ａｖｅｒａｇｅ ｐｏｉｎｔ ｄｅｎｓｉｔｙ）

可见光相机 Ｖｉｓｉｂｌｅ ｌｉｇｈｔ ｃａｍｅｒａ Ｓｏｎｙ ＩＬＣＥ⁃７Ｒ １５０ｍ ６ｍ ／ ｓ ３ｃｍ

高光谱相机 Ｈｙｐｅｒｓｐｅｃｔｒａｌ ｃａｍｅｒａ Ｒｅｓｏｎｏｎ Ｐｉｋａ⁃Ｌ １５０ｍ ５ｍ ／ ｓ ３０ｃｍ（光谱分辨率 ２ｎｍ，范围 ４００—１０００ｎｍ）

激光雷达 ＬｉＤＡＲ Ｖｅｌｏｄｙｎｅ ＬｉＤＡＲ ＰＵＣＫ⁃１６ ７０ｍ ３．６ｍ ／ ｓ １０００ ／ ｍ２

在飞行区域均匀布设控制点，通过架设实时动态全球定位系统（ＲＴＫ⁃ＧＰＳ），测量并记录控制点的经纬度

和高程信息，用于后续对可见光、高光谱影像进行几何校正和绝对坐标系配准。 实地树种调查主要包括样地

内树种信息、优势种信息以及经纬度信息。
１．３　 数据预处理及分类特征提取

１．３．１　 可见光数据

可见光影像的处理主要包括两个过程，一是利用运动恢复算法 ＳｆＭ（Ｓｔｒｕｃｔｕｒｅ ｆｒｏｍ Ｍｏｔｉｏｎ）完成稀疏点云

匹配和重建，二是根据多视立体视觉算法 ＭｖＳ（Ｍｕｌｔｉ⁃ｖｉｅｗ Ｓｔｅｒｅｏ）生成稠密点云［１６—１７］。 在此基础上通过克里

金插值生成研究区的格网和纹理，最后获得正射影像。 根据正射影像计算其纹理特征，具体包括均值、方差、
协同性等。
１．３．２　 高光谱数据

高光谱数据依次进行辐射校正，反射校正，几何校正等预处理工作，以去除干扰，提高影像几何精度，并将

原始影像的 ＤＮ 值转换为反射率［３， ８］，之后对相邻条带做影像配准后再进行镶嵌拼接［１８］。 基于高光谱影像提

取最小噪声变换（Ｍｉｎｉｍｕｍ Ｎｏｉｓｅ Ｆｒａｃｔｉｏｎ Ｒｏｔａｔｉｏｎ， ＭＮＦ）分量［８， １９］和窄带植被指数［２０］，以实现高光谱影像降

维，并反映植物冠层光谱信息的差异。 具体选取包括代表叶面积和冠层结构［２１—２３］，叶和冠层色素［２２， ２４—２５］，植
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物胁迫［２６—２７］和光能利用效率［２８—３０］等 ２０ 余个窄带植被指数。
１．３．３　 Ｌｉｄａｒ 数据

ＬｉＤＡＲ 点云数据基于去噪、滤波等预处理，消除噪声干扰，并区分地面点和非地面点。 基于地面点平均

高程生成数字高程模型（Ｄｉｇｉｔａｌ Ｅｌｅｖａｔｉｏｎ Ｍｏｄｅｌ， ＤＥＭ） ［３１］，之后利用非地面点生成数字表面模型（Ｄｉｇｉｔａｌ
Ｓｕｒｆａｃｅ Ｍｏｄｅｌ， ＤＳＭ） ［３２］，二者做差即为冠层高度模型（Ｃａｎｏｐｙ Ｈｅｉｇｈｔ Ｍｏｄｅｌ， ＣＨＭ） ［９， ３３］。 此外，为进一步挖

掘不同树种的结构特征，在分类软件中计算点云高度分位数，均值，众数等特征。
１．４　 样本选取

根据实地树种调查的点位信息，手动勾画样本，按照 ７：３ 的比例将 ７０％的样本用于树种分类，３０％用于分

类后检验。 分类样本各类型数量见表 ２。

表 ２　 分类样本数量统计表

Ｔａｂｌｅ ２　 Ｔｈｅ ｑｕａｎｔｉｔｙ ｏｆ ｔｈｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｓａｍｐｌｅｓ

类别
Ｃｌａｓｓｅｓ

数量
Ｑｕａｎｔｉｔｙ

类别
Ｃｌａｓｓｅｓ

数量
Ｑｕａｎｔｉｔｙ

类别
Ｃｌａｓｓｅｓ

数量
Ｑｕａｎｔｉｔｙ

裸地 Ｂａｒｅ ｌａｎｄ ３３ 黄槿 Ｈｉｂｉｓｃｕｓ ｔｉｌｉａｃｅｕｓ ７３ 尾叶桉 Ｅｕｃａｌｙｐｔｕｓ ｕｒｏｐｈｙｌｌａ ２３

红茅草 Ｒｈｙｎｃｈｅｌｙｔｒｕｍ ｒｅｐｅｎｓ ３１ 桉树 Ｅｕｃａｌｙｐｔｕｓ ｒｏｂｕｓｔａ ９３ 小叶榕 Ｆｉｃｕｓ ｃｏｎｃｉｎｎａ ３３

芒萁 Ｄｉｃｒａｎｏｐｔｅｒｉｓ ｐｅｄａｔａ ６７ 马占相思 Ａｃａｃｉａ ｍａｎｇｉｕｍ ２４３ 木荷 Ｓｃｈｉｍａ ｓｕｐｅｒｂａ ２５４

乌毛蕨 Ｂｌｅｃｈｎｕｍ ｏｒｉｅｎｔａｌｅ ４０ 阴香 Ｃｉｎｎａｍｏｍｕｍ ｂｕｒｍａｎｎｉｉ ２０２

荔枝 Ｌｉｔｃｈｉ ｃｈｉｎｅｎｓｉｓ １６８ 芒草 Ｍｉｓｃａｎｔｈｕｓ ｓｉｎｅｎｓｉｓ ４７

１．５　 分类方法与精度评价

１．５．１　 分类方法

本研究使用面向对象的分类范式将影像分割为有意义的对象，分割方法为多尺度分割，使用所有特征参

与分割［３４—３５］，并基于 ＥＳＰ 插件来选取最适分割参数［３６—３７］。 通过 ＥＳＰ 结果和目视检查，最终光谱带的权重为

１，ＣＨＭ 的权重设置为 ５，分割尺度设置为 １５，形状指数设置为 ０．３，紧凑度设置为 ０．５。
计算每个分割对象的纹理、植被指数、结构等分类特征，点云高度分位数和众数的计算公式如下

ｎ － １( ) × ｐ ＝ ｉ ＋ ｊ ， Ｈｐ ＝ １ － ｊ( ) × Ｈｉ ＋１ ＋ ｊ × Ｈｉ ＋２ （１）
式中，ｎ 为区域内点云个数，ｐ 为分位数比率，ｉ，ｊ 为计算结果的整数和小数部分， Ｈｐ 为高度分位数， Ｈｉ ＋１ 、 Ｈｉ ＋２

为区域内点云高度排序后的第 ｉ＋１、ｉ＋２ 个点云的高度。
ＨＭｏｄｅ ＝ Ｈｍｅａｎ － ３ × （Ｈｍｅａｎ － Ｈ５０％） （２）

Ｈｍｏｄｅ是点云高度众数，Ｈｍｅａｎ是点云高度均值， Ｈ５０％ 是点云高度中位数。
本研究选择机器学习中较为常用的四个分类器，随机森林（Ｒａｎｄｏｍ Ｆｏｒｅｓｔｓ， ＲＦ）、支持向量机（Ｓｕｐｐｏｒｔ

Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ， ＳＶＭ）、贝叶斯（Ｂａｙｅｓ）以及 Ｋ 最近邻（Ｋ⁃Ｎｅａｒｅｓｔ Ｎｅｉｇｈｂｏｒ， ＫＮＮ）来探究不同分类器对分类精

度的影响，参数设置见表 ３。
１．５．２　 精度评价

利用总体精度 Ｏｖｅｒａｌｌ ａｃｃｕｒａｃｙ（ＯＡ）和 Ｋａｐｐａ 系数评估分类模型总体准确性和可靠性。 基于 Ｆ１ 分数（生
产者精度和用户精度的调和平均数）来评估特定类别的分类性能。

Ｚ 统计量被用来检验两个分类混淆矩阵之间的差异性，进而表征不同方法间的统计学差异，其计算公

式为

Ｚ ＝
ｋ１ － ｋ２

　 ｖａｒ ｋ１( ) ＋ ｖａｒ ｋ２( )
（３）

式中， ｋ１ ， ｋ２ 为混淆矩阵， ｖａｒ ｋ１( ) 和 ｖａｒ ｋ２( ) 代表混淆矩阵的方差。
基于总体分类精度及各类别的 Ｆ１ 分数，对四个分类器的效能和分类精度进行评价。
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表 ３　 各分类器优缺点及参数设置

Ｔａｂｌｅ ３　 Ａｄｖａｎｔａｇｅｓ ａｎｄ ｄｉｓａｄｖａｎｔａｇｅｓ ｏｆ ｅａｃｈ ｃｌａｓｓｉｆｉｅｒ ａｎｄ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

分类器
Ｃｌａｓｓｉｆｉｅｒ

优点
Ａｄｖａｎｔａｇｅｓ

缺点
Ｄｉｓａｄｖａｎｔａｇｅｓ

参数设置
Ｐａｒａｍｅｔｅｒｓ

最优参数
Ｂｅｓｔ ｐａｒａｍｅｔｅｒｓ

ＲＦ 抗过拟合能力强
样本数量要求少

对低维数据不敏感
ｐｙｔｈｏｎ 中的 ｓｋｌｅａｒｎ 的

ｇｒｉｄｓｅａｒｃｈｅｒｃｖ［３８］

Ｄｅｐｔｈ ３
Ｍａｘ ｔｒｅｅ ｎｕｍｂｅｒ ３００
Ｖａｒｉａｂｌｅ ＰｅｒＳｐｌｉｔ ｓｑｔ

ＳＶＭ 泛化能力强
对参数调节和函数的选择
敏感

ＭＡＴＬＡＢ 中的“Ｌｉｂｓｖｍ”包［３８］
Ｋｅｒｎｅｌ ｔｙｐｅ ｒｂｆ
Ｃ ２
Ｇａｍｍａ ０．５

Ｂａｙｅｓ 对模型的解释相对简单
无需调参

存在假设前提，无法处理基于
特征组合所产生的变化

无 无

ＫＮＮ 决策边界多元化
对训练数据要求高
需设置合理的缩放因子

交叉验证确定最合适的

ｋ 值［７］ Ｋ⁃ｖａｌｕｅ ３

　 　 ＲＦ：随机森林，Ｒａｎｄｏｍ Ｆｏｒｅｓｔｓ；ＳＶＭ：支持向量机，Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ；Ｂａｙｅｓ：贝叶斯，ＫＮＮ：Ｋ 最近邻，Ｋ⁃Ｎｅａｒｅｓｔ Ｎｅｉｇｈｂｏｒ

１．５．３　 分类模型与特征重要性

在最优分类器下，将可见光、高光谱、ＬｉＤＡＲ 数据按照单数据源、双数据源以及多数据源的方式，构建分

类模型，并比较其总体分类精度和 Ｋａｐｐａ 系数，判定基于不同数据源模型的分类精度差异。 之后基于精度最

高的分类模型，重新排列分类特征的顺序或逐级加入分类特征，通过测量每种特征对模型预测准确率的影响，
计算所有分类特征的重要值。

２　 结果

２．１　 分类器精度比较

各分类器的分类精度和 Ｚ 统计值结果见表 ４，总体精度从高到低的排序为 ＲＦ、ＳＶＭ、Ｂａｙｅｓ、ＫＮＮ，四者的

总体精度均存在显著差异。 其中精度最低的 ＫＮＮ 分类器，ＯＡ 和 Ｋａｐｐａ 系数低于 ０．９，另三种分类器的 ＯＡ 和

Ｋａｐｐａ 系数则均高于 ０．９。

表 ４　 各分类器精度

Ｔａｂｌｅ ４　 Ｔｈｅ ａｃｃｕｒａｃｉｅｓ ｏｆ ａｌｌ ｃｌａｓｓｉｆｉｅｒｓ

分类器
Ｃｌａｓｓｉｆｉｅｒ

总体精度 ／ ％
Ｏｖｅｒａｌｌ ａｃｃｕｒａｃｙ

卡帕系数
Ｋａｐｐａ

分类器对
Ｃｌａｓｓｉｆｉｅｒ ｐａｉｒｓ

Ｚ 统计量
Ｚ⁃Ｓｔａｔｉｓｔｉｃｓ

ＲＦ ９５．６３ ０．９４８ ＲＦ⁃ＳＶＭ ２．５７２７∗

ＳＶＭ ９３．７２ ０．９２６ ＲＦ⁃Ｂａｙｅｓ ３．７３９∗∗

Ｂａｙｅｓ ９２．６０ ０．９１３ ＲＦ⁃ＫＮＮ ４．３６０５∗∗

ＫＮＮ ８８．２９ ０．８６１ ＳＶＭ⁃Ｂａｙｅｓ ２．８８８９∗∗

ＳＶＭ⁃ＫＮＮ ３．３７９３∗∗

Ｂａｙｅｓ⁃ＫＮＮ ４．９８１８∗∗

各分类器的分类结果见图 ２，图中可以看到 ＫＮＮ 分类器的分类结果较其他有较大差别，另三个分类器的

分类趋势和图斑分布则相对较为一致。
各树种的 Ｆ１ 分数结果见图 ３，不同分类器对不同树种的响应情况不同，基于 ＲＦ 分类器的各树种 Ｆ１ 分数

表现最好，除黄槿之外，其余类别的 Ｆ１ 分数均高于 ０．９。 其他分类器的各树种精度差异较大，精度最低的

ＫＮＮ 分类器，除红茅草，马占相思外其余树种 Ｆ１ 分数均低于 ０．９。 Ｂａｙｅｓ 和 ＳＶＭ 分类器中的部分树种 Ｆ１ 分

数虽高于 ＲＦ，但精度较 ＲＦ 低的类别更多，尤其是芒草和小叶榕，其分类精度显著低于 ＲＦ 分类器。 综上，ＲＦ
分类器的分类效果最好。
２．２　 多源数据精度贡献

基于 ＲＦ 分类器的多源数据模型精度差异如表 ５，各数据源和模型之间的显著性检验结果见表 ６。 当使用单
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图 ２　 不同分类器分类结果

Ｆｉｇ．２　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｃｌａｓｓｉｆｉｅｒｓ

ＲＦ：随机森林，Ｒａｎｄｏｍ Ｆｏｒｅｓｔｓ；ＳＶＭ：支持向量机，Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ；Ｂａｙｅｓ：贝叶斯，ＫＮＮ：Ｋ 最近邻，Ｋ⁃Ｎｅａｒｅｓｔ Ｎｅｉｇｈｂｏｒ

一数据源时，总体精度和 Ｋａｐｐａ 系数从高到低的排序分别为高光谱数据、ＬｉＤＡＲ 数据、可见光数据，且三者之间

的差异极显著。 说明三种数据所含信息量的高低排序分别为丰富的光谱信息，结构信息和可见光纹理信息。

表 ５　 多源数据模型精度差异

Ｔａｂｌｅ ５　 Ｔｈｅ ａｃｃｕｒａｃｉｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

数据源
Ｄａｔａ ｓｏｕｒｃｅ

分类特征
Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｆｅａｔｕｒｅ

总体精度
Ｏｖｅｒａｌｌ Ａｃｃｕｒａｃｙ

卡帕系数
Ｋａｐｐａ

单一数据源 可见光 纹理特征（均值、方差、协同性等） ７４．６６％ ０．７１１

Ｓｉｎｇｌｅ ｄａｔａ ｓｏｕｒｃｅ ＬｉＤＡＲ 结构特征（ＤＥＭ＋ＣＨＭ＋点云高度） ７７．４５％ ０．７４１

高光谱 光谱特征（窄带植被指数＋ ＭＮＦ 分量） ８７．３３％ ０．８５３

双数据源 可见光＋高光谱 纹理特征＋光谱特征 ９０．４２％ ０．８８９

Ｄｕａｌ ｄａｔａ ｓｏｕｒｃｅｓ 可见光＋ＬｉＤＡＲ 纹理特征＋结构特征 ８７．６８％ ０．８５７

高光谱＋ＬｉＤＡＲ 光谱特征＋结构特征 ９３．４３％ ０．９２３

多数据源
Ｍｕｌｔｉｐｌｅ ｄａｔａ ｓｏｕｒｃｅｓ 可见光＋高光谱＋ＬｉＤＡＲ 纹理特征＋光谱特征＋结构特征 ９５．６３％ ０．９４８

　 　 ＬｉＤＡＲ： 激光雷达， Ｌｉｇｈｔ ｄｅｔｅｃｔｉｏｎ ａｎｄ ｒａｎｇｉｎｇ； ＤＥＭ： 数字高程模型， Ｄｉｇｉｔａｌ ｅｌｅｖａｔｉｏｎ ｍｏｄｅｌ； ＣＨＭ： 冠层高度模型， Ｃａｎｏｐｙ ｈｅｉｇｈｔ ｍｏｄｅｌ

１７６３　 ９ 期 　 　 　 姚扬　 等：基于无人机多源遥感数据的亚热带森林树种分类 　
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图 ３　 不同分类器各树种 Ｆ１ 分数

Ｆｉｇ．３　 Ｆ１ ｓｃｏｒｅ ｏｆ ｅａｃｈ ｔｒｅｅ ｓｐｅｃｉｅｓ ｏｆ ｔｈｅ ｄｉｆｆｅｒｅｎｔ ｃｌａｓｓｉｆｉｅｒｓ

表 ６　 多源数据模型 Ｚ 统计量

Ｔａｂｌｅ ６　 Ｔｈｅ Ｚ⁃ｓｔａｔｉｓｔｉｃｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型
Ｍｏｄｅｌ

Ｚ 统计量
Ｚ⁃Ｓｔａｔｉｓｔｉｃｓ

模型
Ｍｏｄｅｌ

Ｚ 统计量
Ｚ⁃Ｓｔａｔｉｓｔｉｃｓ

可见光⁃ＬｉＤＡＲ １０．３１２∗∗ 高光谱⁃可见光＋ＬｉＤＡＲ ４．２７３∗∗

可见光⁃高光谱 ８．０２３∗∗ 高光谱⁃高光谱＋ＬｉＤＡＲ ３．７０６∗∗

可见光⁃可见光＋ＬｉＤＡＲ ６．９１１∗∗ 高光谱⁃高光谱＋可见光 ２．５７３∗

可见光⁃高光谱＋ＬｉＤＡＲ １０．０２９∗∗ 高光谱⁃高光谱＋可见光＋ＬｉＤＡＲ ４．３１７∗∗

可见光⁃高光谱＋可见光 ８．３９４∗∗ 可见光＋ＬｉＤＡＲ⁃高光谱＋ＬｉＤＡＲ ３．５９７∗∗

可见光⁃高光谱＋可见光＋ＬｉＤＡＲ １０．６８３∗∗ 可见光＋ＬｉＤＡＲ⁃高光谱＋可见光 ３．４４５∗∗

ＬｉＤＡＲ⁃高光谱 ８．２１９∗∗ 可见光＋ＬｉＤＡＲ⁃高光谱＋可见光＋ＬｉＤＡＲ ４．３３９∗∗

ＬｉＤＡＲ⁃可见光＋ＬｉＤＡＲ ６．８０２∗∗ 高光谱＋ＬｉＤＡＲ⁃高光谱＋可见光 ２．８１２∗∗

ＬｉＤＡＲ⁃高光谱＋ＬｉＤＡＲ ８．５６８∗∗ 高光谱＋ＬｉＤＡＲ⁃高光谱＋可见光＋ＬｉＤＡＲ １．５０４

ＬｉＤＡＲ⁃高光谱＋可见光 ８．３０７∗∗ 高光谱＋可见光⁃高光谱＋可见光＋ＬｉＤＡＲ ２．８９９∗∗

ＬｉＤＡＲ⁃高光谱＋可见光＋ＬｉＤＡＲ ９．４１９∗∗

从双数据源看，可见光结合 ＬｉＤＡＲ 数据的分类精度分别从 ７４．６６％、７７．４５％提升至 ８７．６８％（表 ５），差异极

显著，高于单独使用高光谱数据的分类精度（０．３５％）。 而高光谱再结合可见光、ＬｉＤＡＲ 数据，精度将进一步分

别提升 ３．０９％和 ６．１％，达到 ９０．４２％和 ９３．４３％，且差异极显著。 而当使用全部数据源的时候，较高光谱与

ＬｉＤＡＲ 结合时，精度提升 ２．２％达到最高（９５．６３％），但差异不显著（Ｚ ＝ １．５０４）。 高光谱与 ＬｉＤＡＲ 结合的模型

便可较好地区分各树种，引入可见光纹理数据并未显著提高分类精度。
不同分类特征的重要性结果如图 ４。 重要性最大的是结构特征，包括点云高度特征、ＤＥＭ、ＣＨＭ 等，其次

是植被指数，如改进光化学反射指数（Ｍｏｄｉｆｉｅｄ Ｐｈｏｔｏｃｈｅｍｉｃａｌ Ｒｅｆｌｅｃｔａｎｃｅ Ｉｎｄｅｘ， ＭＰＲＩ），叶绿素含量指数（Ｄａｔｔ
Ｃｈｌｏｒｏｐｈｙｌｌ Ｃｏｎｔｅｎｔ Ｉｎｄｅｘ， Ｄａｔｔ），红边指数（Ｒｅｄ Ｅｄｇｅ Ｉｎｄｅｘ， ＲＥＩ），调整植被指数（ Ｓｏｉｌ⁃Ａｄｊｕｓｔｅｄ Ｖｅｇｅｔａｔｉｏｎ
Ｉｎｄｅｘ， ＳＡＶＩ），花青素含量指数 １（Ａｎｔｈｏｃｙａｎｉｎ Ｃｏｎｔｅｎｔ Ｉｎｄｅｘ１， ＡＣＩ１）等。 纹理特征和 ＭＮＦ 的前五分量重要

性相对较低。 其中，绿光波段的纹理特征的重要性要高于红光和蓝光，而随着分量维数的增加，ＭＮＦ 的前五
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分量重要性逐渐下降，可见最小噪声变换分量在对高光谱数据降维的同时会损失较多信息量，在亚热带森林

分类过程中难以体现优势。

图 ４　 分类特征重要性

Ｆｉｇ．４　 Ｔｈｅ ｉｍｐｏｒｔａｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｆｅａｔｕｒｅｓ

ＤＥＭ： 数字高程模型， Ｄｉｇｉｔａｌ ｅｌｅｖａｔｉｏｎ ｍｏｄｅｌ； Ｈｅｉｇｈｔ＿ｍｅａｎ： 冠层高度均值， Ｍｅａｎ ｃａｎｏｐｙ ｈｅｉｇｈｔ； Ｈｅｉｇｈｔ＿９５％： 冠层高度 ９５％分位数， Ｔｈｅ
９５％ ｑｕａｎｔｉｌｅ ｏｆ ｔｈｅ ｃａｎｏｐｙ ｈｅｉｇｈｔ； Ｈｅｉｇｈｔ＿９０％： 冠层高度 ９０％分位数， Ｔｈｅ ９０％ ｑｕａｎｔｉｌｅ ｏｆ ｔｈｅ ｃａｎｏｐｙ ｈｅｉｇｈｔ； ＣＨＭ： 冠层高度模型， Ｃａｎｏｐｙ
ｈｅｉｇｈｔ ｍｏｄｅｌ； ＭＰＲＩ： 改进光化学反射指数， Ｍｏｄｉｆｉｅｄ Ｐｈｏｔｏｃｈｅｍｉｃａｌ Ｒｅｆｌｅｃｔａｎｃｅ Ｉｎｄｅｘ； Ｄａｔｔ： 叶绿素含量指数， Ｄａｔｔ Ｃｈｌｏｒｏｐｈｙｌｌ Ｃｏｎｔｅｎｔ Ｉｎｄｅｘ；
ＲＥＩ： 红边指数， Ｒｅｄ Ｅｄｇｅ Ｉｎｄｅｘ； ＳＡＶＩ： 调整植被指数， Ｓｏｉｌ－Ａｄｊｕｓｔｅｄ Ｖｅｇｅｔａｔｉｏｎ Ｉｎｄｅｘ； ＡＣＩ１： 花青素含量指数 １， Ａｎｔｈｏｃｙａｎｉｎ Ｃｏｎｔｅｎｔ Ｉｎｄｅｘ
１； Ｖｏｇ２： Ｖｏｇ 植被指数 ２， Ｖｏｇｅｌｍａｎｎ Ｒｅｄ Ｅｄｇｅ Ｉｎｄｅｘ ２； ＰＰＲ： 植物色素比， Ｐｌａｎｔ Ｐｉｇｍｅｎｔ Ｒａｔｉｏ； Ｇｒｅｅｎ＿ｍｅａｎ： 绿光波段均值， Ｔｈｅ ｍｅａｎ ｖａｌｕｅ
ｏｆ ｇｒｅｅｎ ｂａｎｄ； ＧＩ： 绿度指数， Ｇｒｅｅｎ Ｉｎｄｅｘ； ＮＤＶＩ： 归一化植被指数， Ｎｏｒｍａｌｉｚｅｄ Ｄｉｆｆｅｒｅｎｃｅ Ｖｅｇｅｔａｔｉｏｎ Ｉｎｄｅｘ； ＭＲＥＳＲＩ： 改进红边比值植被指

数， Ｍｏｄｉｆｉｅｄ Ｒｅｄ Ｅｄｇｅ Ｓｉｍｐｌｅ Ｒａｔｉｏ Ｉｎｄｅｘ； ＳＩＰＩ： 结构不敏感色素指数， Ｓｔｒｕｃｔｕｒｅ Ｉｎｓｅｎｓｉｔｉｖｅ Ｐｉｇｍｅｎｔ Ｉｎｄｅｘ； Ｒｅｄ＿ｅｎｔｒｏｐｙ： 红光波段信息熵，
Ｔｈｅ ｅｎｔｒｏｐｙ ｏｆ ｒｅｄ ｂａｎｄ； Ｇｒｅｅｎ＿ｃｏｒｒｅｌａｔｉｏｎ： 绿光波段相关性， Ｔｈｅ ｃｏｒｒｅｌａｔｉｏｎ ｏｆ ｇｒｅｅｎ ｂａｎｄ； ＭＮＤＶＩ： 改进型归一化红边植被指数， Ｍｏｄｉｆｉｅｄ
Ｒｅｄ Ｅｄｇｅ Ｎｏｒｍａｌｉｚｅｄ Ｄｉｆｆｅｒｅｎｃｅ Ｖｅｇｅｔａｔｉｏｎ Ｉｎｄｅｘ； Ｂ５５０： ５５０ｎｍ 处波段值， Ｔｈｅ ｂａｎｄ ｖａｌｕｅ ｏｆ ５５０ｎｍ； Ｇｒｅｅｎ＿ｈｏｍｏｇｅｎｅｉｔｙ： 绿光波段协同性， Ｔｈｅ
ｈｏｍｏｇｅｎｅｉｔｙ ｏｆ ｇｒｅｅｎ ｂａｎｄ； ＡＲＩ２： 花青素反射指数 ２， Ａｎｔｈｏｃｙａｎｉｎ Ｒｅｆｌｅｃｔａｎｃｅ Ｉｎｄｅｘ ２； Ｂｌｕｅ＿ｃｏｒｒｅｌａｔｉｏｎ： 蓝光波段相关性， Ｔｈｅ ｃｏｒｒｅｌａｔｉｏｎ ｏｆ
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３　 讨论

３．１　 树种分类精度

对于分类器，本研究证明在亚热带林分条件下，ＲＦ 分类器的总体精度和单类树种分类精度均为最高，虽
然不同分类器在不同情境下的表现力存在一定差异［３８—３９］，但 ＲＦ 分类器具有较好的先天优势，其对参数设置

不敏感，可以在多物种数分类过程中获得较高的精度，在各种树种配置条件下均有较高的分类适用性［３９］。
对于数据源，高光谱影像在热带亚热带树种分类过程中的应用前景较好［１３—１４］。 本研究中只基于高光谱

数据的模型，总体精度即达到 ８７．３３％。 各类别的光谱曲线如图 ５。

图 ５　 各类别光谱曲线图

Ｆｉｇ．５　 Ｓｐｅｃｔｒａｌ ｃｕｒｖｅｓ ｏｆ ｅａｃｈ ｃａｔｅｇｏｒｙ

不同类别间存在较明显差异，唯独马占相思和木荷，阴香和芒草之间存在一定的曲线重叠和波形相似。
而窄带植被指数的使用显著放大了各类别间的差异，只基于高光谱窄带植被指数数据即可达到 ８６．２４％的分

类精度，而只基于 ＭＮＦ 变换分量的模型分类精度极低，仅为 ５０．３４％。 虽然二者结合使精度提升 １．０９％
（８７．３３％），但引入 ＭＮＦ 数据前后的差异并不显著，因此降维后的数据会损失较多信息量，ＭＮＦ 数据的重要性

和价值有待进一步探究。 后续研究应进一步挖掘高光谱信息特征，尝试使用原始波段信息，而不是降维后的

数据。
单独使用 ＬｉＤＡＲ 或可见光数据得到的分类精度均不足 ８０％，说明单一的纹理或结构信息均不足以作为

分类的解释因子。 但基于二者融合后的数据，分类精度提升至 ８７．６８％，精度提升则主要归因于 ＬｉＤＡＲ 的结

构信息［４０］。 高光谱数据结合 ＬｉＤＡＲ、可见光影像数据，其中的纹理信息和结构信息可以帮助区分具有相似光

谱特征但冠层高度、冠层大小不同的物种［３， ４１］，能够显著提高分类精度，较单独的高光谱数据整体精度提高

了 ８．３％。 全特征模型与高光谱＋ＬｉＤＡＲ 模型之间无显著差异，因此高光谱和 ＬｉＤＡＲ 双数据源的结合提供了

最主要的信息量，而在此基础上引入可见光纹理数据不会对分类结果产生显著影响。
３．２　 分类特征的重要性

排名靠前的分类特征的重要性占比如图 ６，在所有分类特征中，前 １５ 个分类特征的重要性之和超过

６０％，其中前 ５ 个都是结构特征，分别是 ＤＥＭ，高度均值、高度 ９５％分位数，高度 ９０％分位数，ＣＨＭ。 第 ６—１５
位中，窄带植被指数占到 ９ 个，纹理特征中重要性最高的为绿光波段均值，排第十三位。

本研究中各树种 ＤＥＭ 和 ＣＨＭ 均值情况见图 ７，样地内的各树种分布区域的 ＤＥＭ 差异显著，存在较为明

４７６３ 　 生　 态　 学　 报　 　 　 ４２ 卷　
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图 ６　 重要性前 １５ 的分类特征

Ｆｉｇ．６　 Ｔｈｅ ｔｏｐ １５ ｏｆ ｔｈｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｆｅａｔｕｒｅｓ

显的地带性分布，各树种之间的高度存在显著差异。 因此在分类特征重要性排序上 ＤＥＭ 和结构分类特征的

重要性较高，与其他研究结果较为一致［１２］。 而部分研究也证明当使用所有分类特征时，ＬｉＤＡＲ 数据得出的分

类特征比高光谱特征对物种准确预测的贡献更大［４２］，但结合不同传感器的分类精度结果，高光谱数据仍然是

保证分类精度的最主要数据源。

图 ７　 各树种 ＤＥＭ 及 ＣＨＭ 均值

Ｆｉｇ．７　 Ｍｅａｎ ｖａｌｕｅｓ ｏｆ ＤＥＭ ａｎｄ ＣＨＭ ｏｆ ｅａｃｈ ｔｒｅｅ ｓｐｅｃｉｅｓ

不同植物在 ５５０ｎｍ 附近的绿光波段和 ７００—１０００ｎｍ 的近红外波段，反射峰存在显著差异，且后者的反射

峰对植物分析十分重要［１２， ４３］。 本研究中重要性排名靠前的窄带植被指数，如改进光化学反射指数，花青素含

量指数，植物色素比属于绿光谱段的植被指数，其余六个均属于 ７００—１０００ｎｍ 的波谱范围或含有该谱段的信

息（图 ６）。 而纹理信息中重要性排名最前的也是绿光波段的均值（图 ６）。
此外 ９ 个最重要的植被指数中，改进光化学指数属于反映光能利用效率的植被指数，其在判定芽期树种

发挥着重要作用［４２］。 而叶绿素含量指数、红边指数、花青素含量指数等均属于反映叶和冠层色素的植被指

数，调整植被指数、归一化植被指数属于反映叶面积和冠层结构的植被指数，均可反映植物生长状况的

差异［８， ２１， ２５］。
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３．３　 存在不足与展望

本实验尚存在一定的不足，主要在于亚热带林分条件下，受限于采集样本的数量，为避免维数陷阱，无法

充分利用高光谱数据光谱信息，而是参照 Ｈｕａｎｇ 等［８］的处理，使用了 ＭＮＦ 变换分量和多种窄带植被指数，实
际结果表明 ＭＮＦ 分量难以代表原数据，而植被指数虽然突出了不同树种间的差异，但尚无法体现不同树种的

光谱特征。 对于更大范围更多种数的亚热带热带森林制图，仍需对高光谱特征进行深入挖掘，对应树种建立

特征库。 其次在实验方法上，部分研究已成功基于可见光影像和深度学习实现高精度的温带树种分类［１６， ４４］，
而在亚热带森林，受限于样本库的容量，这方面的研究仍然较少，后续对于林分条件更为复杂的区域，可基于

多源数据融合的手段基于深度学习的方法实现更高精度的树种分类。

４　 结论

本研究探讨了可见光、高光谱、ＬｉＤＡＲ 等多源无人机近地面遥感数据在亚热带森林中树种分类的潜力，
发现基于机器学习和利用多源数据可以实现多树种的分类精度的提高。 随机森林分类器分类精度最高，总体

精度为 ９５．６３％，Ｋａｐｐａ 系数为 ０．９４８，除黄槿外，其余各类别的 Ｆ１ 分数均高于 ９０％。 利用多源数据可以显著

提高分类精度，全特征模型精度最高，较单独使用高光谱数据提升了 ８．３％，且高光谱和 ＬｉＤＡＲ 数据显著影响

全特征模型分类精度，可见光纹理数据作用较小。 众多分类特征中，重要性从大到小排序为结构特征，ＤＥＭ
数据，植被指数，空间纹理和 ＭＮＦ 分量。 且纹理和 ＭＮＦ 特征在亚热带林分下，无法有效对树种进行区分，而
ＭＮＦ 降维后的数据会损失较多信息量，高光谱数据应重点挖掘原波段信息。
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